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Notations

Nous utilisons :
I des lettres majuscules en gras (A,B,C, . . .) pour désigner

des matrices
I des lettres minuscules en gras (a,b, c, . . .) pour les

vecteurs
I des lettres minuscules (a, b, c , · · · , α, β, γ, · · ·λ · · · ) pour

les scalaires.
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Vecteurs

v =



v1

v2

v3
...

vn


vT =

(
v1 v2 v3 . . . vn

)
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Matrices

An×k =


a1,1 a1,2 · · · a1,k

a2,1 a2,2 · · · a2,k
...

... . . . ...

an,1 an,2 · · · an,k

 = A

La dimension de A est (n, k)

Operations
Transposition C = AT ⇔ cj ,i = aj ,i
Addition An×k = Bn×k + Cn×k ⇔ ai ,j = bi ,j + ci ,j
Multiplication par un scalaire B = cA⇔ bi ,j = cai ,j
Multiplication Cn×m = An×kBk×m ⇔ ci ,j =

∑k
p=1 ai ,pbp,j

Attention aux dimensions !
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Multiplication
Matrice ligne L par une matrice colonne C

LC =
(
x1 . . . xk

)
y1
...

yk

 =
k∑

i=1

xiyi

Cas général
Li : les lignes de la première matrice
Cj : les colonnes de la deuxième


L1

...
Lm


 C1

· · ·

Cn

 =


L1C1 L1C2 . . . L1Cn

L2C1 L2C2 . . . L2Cn

...
... . . . ...

LmC1 LmC2 . . . LmCn
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Algorithmes et leurs complexité

Ici nous supposons que l’addition et la multiplictions prennent
O(1) secondes. C’est vrai en pratique pour les nombres codés
avec un nombre d’octets limité. Sinon, il faut voir les
algorithmes de Karatsuba, Toom-Cook, Schönhage-Strassen,
Fürer.

An×kBk×m

I Algorithme classique O(nkm).
Dans le cas de matrices carrées O(n3)

I Strassen algorithm O(N log2 7) ≈ O(N2.8074)
http://www.cs.utsa.edu/~wagner/CS3343/strassen/
strassen.html
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O(nω)



Bah ! ça reste compliqué...



Même la lecture des
valeurs prend O(n2)



Ordinateurs quantiques ? ?



Multipliction rapide pour le big data matrice ?

Deux solutions :
I Algorithmes parallèles et distribués

I Utiliser (si possible) les matrices creuses :
les matrices contenant beaucoup de zéros.
Idée : ne pas stocker les zéros. Ne rien multiplier par 0, le
résultat est connu d’avance !
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https:
//spark.apache.org/docs/latest/mllib-data-types.html

https://spark.apache.org/docs/latest/mllib-data-types.html
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Norme de vecteur, produit scalaire

Vecteurs a =


a1

a2
...
an

 et b =


b1

b2
...
bn

 de dimension n.

〈a,b〉 = aTb = ‖a‖ ‖b‖ cos θ =
n∑

i=1

aibi

‖a‖2 = 〈a,a〉
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Valeurs et vecteurs propres

Ax = λx

I λ valeur propre
I x vecteur propre
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Valeurs et vecteurs propres

Ax = λx
I λ valeur propre
I x vecteur propre
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Les vissage propres (Eigenfaces).

Sirovich and Kirby (1987)
Turk and Pentland (1991)



Caractérisation
variationnelle des valeurs

propres !



Minima d’une certain
fonction !



The Lord Rayleigh /"reIli/



Quotient de Rayleigh

Une matrice symétrique An,n, un vecteur x = (x1, x2, . . . , xn)
T

R(A, x) = xTAx
xTx

R(A, x) =
∑n

i=1 ai ,jxixj∑n
i=1 x

2
i

On s’interesse qu’aux vecteurs de la norme 1, c’est-à-dire∑n
i=1 x

2
i = 1, alors R(A, x) =

∑n
i=1 ai ,jxixj
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Théorème min-max de Courant-Fischer
Si la matrice M est symétrique, ces valeurs propres sont réelles :

λ1 ≥ λ2 ≥ · · · ≥ λn

λ1 = max
‖x‖=1

(
xTAx

)
p1 = argmax

‖x‖=1

(
xTAx

)
Av1 = λ1v1, ‖v1‖ = 1

λ2 = max
‖x‖=1,x⊥p1

(
xTAx

)
p2 = argmax

‖x‖=1,x⊥p1

(
xTAx

)
Ap2 = λ2p2, ‖p2‖ = 1

etc...
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Analyse en composantes
principales



PCA was invented in 1901 by Karl Pearson, as an ana-
logue of the principal axis theorem in mechanics ; it
was later independently developed and named by Ha-
rold Hotelling in the 1930s.

— Wikipedia



Matrice de données

Matrice de données

Dn×k =


d1,1 d1,2 · · · d1,k

d2,1 d2,2 · · · d2,k
...

... . . . ...

dn,1 dn,2 · · · dn,k


n nombre des instances de données.
k nombre de caractéristiques (features).
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PCA. Minimisation des erreurs
Matrice de données

Dn×k =


d1,1 d1,2 · · · d1,k

d2,1 d2,2 · · · d2,k

...
...

. . .
...

dn,1 dn,2 · · · dn,k

 =



δ1

δ2

...
δn


n nombre des instances de données
k nombre de caractéristiques (features)
δi ième instance.

On cherche un vecteur x, ‖x‖ = 1, t.q.

min
n∑

i=1

‖δi − 〈δi , x〉x‖2

On minimise la somme des différences entre les données et leurs projections sur x !

〈δi , x〉 = ‖δi‖ ‖x‖ cos θ = ‖δi‖ cos θ

〈δi , x〉 ∈ R, mais 〈δi , x〉x est un vecteur !



Minimisation des erreurs = Maximisation de variance !

On cherche un vecteur x, ‖x‖ = 1, t.q.

min
n∑

i=1

‖δi − 〈δi , x〉x‖2

Théorème de Pythagore

‖δi − 〈δi , x〉x‖2 = ‖δi‖2 − 〈δi , x〉2

Alors,

max
n∑

i=1

〈δi , x〉2
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Maximisation de variance
On cherche un vecteur x, ‖x‖ = 1, t.q.

max
n∑

i=1

〈δi , x〉2 = max ‖Dx‖2 =

‖a‖2 = 〈a, a〉
= max

〈
Dx,Dx

〉
〈a, b〉 = aTb

= max
(
(Dx)TDx

)
(AB)T = BTAT

= max
(
xTDTDx

)
Associativité (AB)C = A(BC)

= max
(

xT (DTD)x
)
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Covariance

E[Z ] désigne l’espérance mathématique de la variable aléatoire
Z . Pour deux variables aléatoires réelles X et Y on définit la
covariance

Cov(X ,Y ) = E
[(
X − E[X ]

) (
Y − E[Y ]

)]
La variance de X est donc Var(X ) = Cov(X ,X ).

L’écart type de X est σ(X ) =

√
E
[(
X − E[X ]

)2].
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Matrice de n-covariance
Considérons chaque colonne comme un échantillon d’une
variable aléatoire.

Dn×k =
(

V1 V2 · · · Vk

)
La matrice de n-covariance est la matrice C, t.q ci ,j est égal à
la covariance entre Vi et Vj fois n.

B =
(

V1 − E[V1] V2 − E[V2] · · · Vk − E[Vk ]
)

Matrice
C = BTB

est symétrique semi-définie positive, ces valeurs propres sont
réelles et positives :

λ1 ≥ λ2 ≥ · · · ≥ 0
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Application du Théorème min-max de Courant-Fischer

On cherche un vecteur x, ‖x‖ = 1, t.q.

max
(

xT (DTD)x
)

Si on change la matrice D en soustrayant la moyenne de
chaque colonne... on pourra interpreter DTD comme la matrice
de n-covariance C.

max
(

xTCx
)

et par le théorème min-max de Courant-Fischer on sait que
c’est la plus grande valeur propre qui maximise ce quotient de
Rayleigh.
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Schéma d’algorithme PCA

I Soustraire des moyennes des colonnes
I Calculer la matrice de n-covariance C

I Trouver les plus grandes valeurs et vecteurs propres de la
matrice C

I Projetez les données sur le sous-espace engendré par ces
vecteurs. Plus il y a des vecteurs, mieux on explique les
données.
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Algorithmes de calcul

On n’a pas besoin de calculer toutes les vecteurs propres.
Nous ne sommes intéressés que par ceux qui sont liés
aux plus grandes valeurs propres.
Et encore... on peut les approcher sans calculer avec une
précision absolue par des méthodes itératives :

I Méthode de la puissance itérée
I Itération du quotient de Rayleigh
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Autres méthodes de réduction de dimensionnalité :

I Non-negative matrix factorization (NMF)
I Kernel PCA
I Graph-based kernel PCA
I Linear discriminant analysis (LDA)
I Generalized discriminant analysis (GDA)
I Autoencoder
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Questions ?
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